
 
บทที่ 3  

กรอบแนวคดิและระเบียบวิธีวิจัย 
 
3.1 กรอบแนวคิด 
 

      ในการศึกษาคร้ังนี้ตองการท่ีจะทําการเปรียบเทียบความแมนยําในการพยากรณราคาน้ํามันดิบ 
ซ่ึงขอมูลมีความเปนอนุกรมเวลา (Time Series) ดังนั้นจึงไดนําแนวคิดและทฤษฎีตางๆ  ไดแก 
แบบจําลอง Neural Networks  การทดสอบความนิ่ง (Stationary) ของขอมูล และการทดสอบ Unit 
Root , แบบจําลอง Autoregressive intregrated moving average (ARIMA) , แบบจําลอง 
Autoregressive Conditional Heteroskedasticity (ARCH), แบบจําลอง Generalized Autoregressive 
Conditional Heteroskedasticity (GARCH), แบบจําลอง GARCH-in-Mean (GARCH-M), เพื่อนํามา
พยากรณราคาน้ํามันดิบและการตรวจสอบความแมนยําของแบบจําลองตางๆ ดังตอไปนี้ 
 
       3.1.1 Artificial Neural Networks แบบ Multilayer Feed Forward 

 การพยากรณโดยแบบจําลอง Artificial Neural Networks หรือโครงขายประสาทเทียม เปน
การจําลองวิธีการทํางานของสมองมนุษย ดวยวัตถุประสงคท่ีจะสรางเคร่ืองมือซ่ึงมีความสามารถใน
การเรียนรูการจดจําแบบรูป(Pattern Recognition) และการอุปมานความรู (Knowledge deduction) 
โดยในการศึกษาคร้ังนี้จะใชแบบจําลอง Multi Layer Feed Forward (MLFF) ซ่ึงประกอบดวย 3 
Layers คือ Input layer Hidden layer และ Output layer และในแตละช้ันจะทําการปรับคาน้ําหนัก
โดยการคํานวณแบบแพรยอนกลับ (Back Propagation) สําหรับวิธีการทํางานของ MLFF นั้นจะมี
รับขอมูลนําเขา (input) ประมวลผลในนิวรอลเขาสูช้ัน Hidden layer และช้ัน Output layer 
ตามลําดับ  
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รูปท่ี 3.1 แสดงแบบจําลอง Multilayer Feed Forward แบบการแพรยอนกลับ 

องคประกอบของนิวรอลเน็ตเวิรคแบบ Multilayer Feed Forward 
- แบบจําลองนิวรอลเน็ตเวิรคมีองคประกอบ 6 สวนดังตอไปนี ้

1. Input 
    Input มีจํานวน n ตัว คือ X = { X 1 ,X 2 ,X 3 ,…., X i ,….,X n } 
2. Output 
    Output มีจํานวน m ตัว คือ Y = { Y 1 ,Y 2 ,Y 3,….,Y k ,….,Y m } 
3. Neuron ใน Hidden Layer 
    Neuron ใน Hidden Layer มี p ตัว คือ H = {H 1 ,H 2 ,H 3 ,….,H j ,….,H p } 
4. Neuron ใน Output Layer 
    Neuron ใน Output Layer มี m ตัว คือ O = { O1,O2,O3,…,O k ,….,O m } 
5. คานํ้าหนักจากชั้น Input สูชั้น Hidden Layer 
     คานํ้าหนักจากช้ัน Input สูช้ัน Hidden Layer สําหรับ Neuron แตละตัวในช้ัน 

Hidden layer มีจํานวน n+1 ตัวคือ { }H
nj

H
ij

H
j

H
j

H
j

H
ij WWWWWW ,...,,...,,, 210=   

      ดังนั้น เม่ือมีจํานวนInputจํานวน n ตัว และมีนิวรอลใน Hidden Layerจํานวน 
p ตัว แลวจะไดวาจํานวนคานํ้าหนักในสวนนี้มีจํานวนท้ังหมดเทากับ (n+1)p ตัว 

รูปท่ี 2 แสดงแบบจําลอง Multilayer Feed Forwardแบบการแพรยอนกลับ 
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6. คานํ้าหนักจากชั้น Hidden Layer สูชั้น Output 
    คานํ้าหนักจากช้ัน Hidden Layer สูช้ัน Output สําหรับ Neuron แตละตัว  ในช้ัน 

Output มีจํานวน m+1 ตัว คือ  { }O
nk

O
ik

O
k

O
k

O
k

O
ik WWWWWW ,...,,...,,, 210=  

         ดังนั้น เม่ือมีจํานวนนิวรอลใน Hidden Layer จํานวน p ตัว และมี Output 
จํานวน m ตัวแลวจะไดวาจํานวนคานํ้าหนักในสวนนี้มีจํานวนท้ังหมดเทากับ (p+1)m ตัว 
         

- การคํานวณแบบแพรยอนกลับ (Back Propagation) 
Back-propagation เปนอัลกอริทึมท่ีนิยมนํามาใชกับ MLFF มีกฎการปรับคาน้าํหนกั

ท่ีตางกันใน Layer แตละช้ัน  โดยการปรับคาข้ึนอยูกับความแตกตางของผลลัพธ (output) กับคา
ผลลัพธ(output) ท่ีเกิดข้ึนจริง ซ่ึงท่ัวไปแลวการปรับน้ําหนักใชกฎการปรับคาน้ําหนักของ Gradient  
Descent ดังตอไปนี้ 

จากกฎการปรับคาน้ําหนักของ Gradient  Descent 
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  จึงสรุปไดวา xfytw ')( −=Δ η  (จิตติ ตันเสนีย, 2549) 
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การปรับคานํ้าหนักในชั้น Output 

 คานํ้าหนักแตละตัวท่ีเช่ือมโยงจาก Neuron ใน Hidden Layer มายังช้ัน Output คือ H
jkW จึง

จะมีการปรับคาน้ําหนักดังนี้ 
O
jkkk  xf')yt(W −=Δ ηO

jk  

แต Input ของช้ัน Output คือ Output ของช้ัน Hidden Layer ดังนั้น 

                      H
jkkk y f')yt(W −=Δ ηO

jk  

              เม่ือ f' คือ derivative ของ transformation function จากช้ัน Hidden Layer สูช้ัน Output 

   

 การปรับคาน้ําหนักในชั้น Hidden Layer 

              คานํ้าหนักแตละตัวท่ีเช่ือมโยงจาก input มายัง Neuron ใน Hidden Layer คือ H
ijW จึงจะมี 

การปรับน้ําหนักดังนี ้
        H

ijjj
H
ij x)g'y-t(ΔW η=  

               เม่ือ 'g  คือ derivative ของ transformation function จากช้ัน Input สูช้ัน Hidden Layer            
(อรทัย เมืองใจ, 2548: 22) 

 แตปญหาท่ีพบก็คือ เราไมสามารถหาคา jt ไดเพราะวาในช้ัน Hidden layer เราไมทราบคา
ของ jy ท่ีนิวรอลแตละตัวสงออกมาวาผิดหรือถูกเราจึงไมสามารถหา error ไดดังนั้นจึงไดมีการ
สรางคา error เทียมออกมาโดยสมมติให นิวรอลท่ีสงขอมูลมาช้ันผลลัพธ (output) มากก็ตอง
รับผิดชอบคา error ท่ีเกิดข้ึนจาก (t-y) มากตาม ดังนั้นความรับผิดชอบสําหรับคา Output ท่ีนิวรอล
ในช้ัน Hidden layer ตัวท่ี j จะเปนผลรวมของคารับผิดชอบของ Output ท้ังหมดจึงสามารถ
แกปญหาการปรับคาน้ําหนักในช้ัน Hidden Layer ไดดังนี้ 
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 ซ่ึงเปนผลรวมของความรับผิดชอบท่ีมีตอ Output แตละตัว 

 
ดังนั้นจึงจะไดกฎการปรับคาน้ําหนกัจากช้ัน Input มายังช้ัน Output ดังนี้ 
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 การกําหนดจํานวนนิวรอลในชั้นซอนเรน 

  การคนหาแบบจําลองท่ีดีท่ีสุด ใชการเปล่ียนจํานวนนิวรอลในช้ันซอนเรน ดวยหลักการหา
คาตํ่าสุดแบบ Quadratic interpolation ดังนี้ 

Quadratic interpolation เปนการหาแบบจําลองท่ีดีท่ีสุด ในการกําหนดจํานวนนิวรอลใน
ช้ันซอนเรนโดยมีวิธีการหาคาตํ่าสุดดวยวิธี Quadratic Interpolation ซ่ึงจะทําไดเม่ือมีขอมูลจํานวน 
3 ชุดและม่ันใจวาขอมูลท้ังสามชุดอยูบนฟงกช่ัน Quadratic เดียวกัน การมีขอมูล 3 ชุดจะเพียงพอ
ตอการหา Unique Solution สําหรับฟงกช่ัน Quadratic ดังนี้ 
  เม่ือมีขอมูลดังตอไปนี้ 
  ชุดท่ี 1 : {x, y}={α , f (α )} 

  ชุดท่ี 2 : {x, y}={β , f (β )} 

  ชุดท่ี 3 : {x, y}={γ , f (γ )} 
 
 

  ท่ีจุด α : f (α ) = aα 2 + bα + c 

  ท่ีจุด β : f (β ) = aβ 2 + bβ + c 

  ท่ีจุด γ : f (γ ) = aγ 2 + bγ + c 
 

  การแกสมการเพ่ือหา Unique Solution 
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นอกจากนั้นยังจะพบวา 

 ( ) ( ) ( ) ( ) ( ) ( )[ ]γγββγααβγ
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fffa −+−+−=
1  
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แลวคา x ท่ีทําใหพบกับจุดตํ่าสุดของฟงกช่ันสามารถหาไดจากสูตรดังนี้ 
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การวัดประสิทธิภาพของแบบจําลอง Multi Layer Feed Forward 
การศึกษานี้จะทําการการประเมินผลดวย MAPE ( Mean Absolute Percentage Error) มี

สูตรการคํานวณ ดังนี้ 

∑
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1001  

 เม่ือ t คือ คาท่ีเกิดข้ึนจริง 
                  y คือ คาท่ีไดจากการพยากรณ 
                  n คือ จํานวนวันท่ีพยากรณ 

 
3.1.2 การทดสอบความนิ่งของขอมูล (Stationary) และการทดสอบ Unit Root 

                  ขอมูลอนุกรมเวลา (Time Series) นั้นเปนขอมูลหรือคาสังเกตท่ีมีการเปล่ียนแปลงของ
ตัวแปรในชวงเวลาท่ีผานมา ลักษณะของการเปล่ียนแปลงอาจมีหรือไมมีรูปแบบก็ได แตถาอนุกรม
เวลาแสดงใหเห็นรูปแบบการเปล่ียนแปลงในชวงเวลาท่ีผานมาในอดีต ก็จะทําใหสามารถคาดการณ
ไดวาในอนาคตลักษณะการเปล่ียนแปลงควรอยูในรูปแบบใด  และสามารถพยากรณการ          
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เปล่ียนแปลงขอมูลของในอนาคตได การวิเคราะหขอมูลเวลาจะข้ึนอยูกับการเปล่ียนแปลงของเวลา
ในอดีตเปนพื้นฐาน ( ภัทร ต้ังตระกูล, 2546)  

สําหรับการศึกษาขอมูลท่ีเปนอนุกรมเวลา (Time Series Data) นั้นเรามีขอสมมุติวาขอมูลมี
ลักษณะ “นิ่ง” (Stationary) เนื่องดวยโดยท่ัวไปขอมูลอนุกรมเวลามีลักษณะ “ไมนิ่ง” 
(Nonstaionary) เม่ือทําการหาสมการถดถอยระหวางตัวแปรอนุกรมเวลา 2 ตัวแปรออกแลวเรามักจะ
พบวาได R2 มีคาสูงมากและคาสถิติ t จะมีนัยสัมพันธของตัวแปรท้ังสองตัวโดยท่ีในทางทฤษฎีแลว
ไมมีความหมายในทางเศรษฐศาสตร (ทรงศักดิ์ ศรีบุญจิตต, 2547) เนื่องจากการทดสอบ
ความสัมพันธแบบถดถอยของตัวเเปรเราใชตาราง t ท่ีมีการแจกแจงแบบมาตรฐานแตคาสถิติท่ี
คํานวณไดจากความสัมพันธแบบถดถอยของตัวแปรท่ีไมนิ่งนั้นใชคาสถิติ t (t satatistic) ท่ีมีการแจง
แจงแบบไมมาตรฐานจึงจะนําไปสูการลงความเห็นท่ีผิดพลาดได 

ขอมูลท่ีมีลักษณะน่ิง (Stationary) หมายถึงขอมูลท่ีมีคาเฉล่ีย (means) และความแปรปรวน
ท่ีมีคาคงท่ี (constant) เม่ือเวลาเปลี่ยนไป ในขณะที่คาความแปรปรวนรวมเกี่ยว (covariance) 
ระหวางสองคาบเวลาจะข้ึนอยูกับชองวาง (gap) ระหวางคาบเวลาเทานั้น (ทรงศักดิ์ ศรีบุญจิตต, 
2547) ถาขอมูลไมไดเปนไปตามเง่ือนไขนี้ใหลงความเห็นวาขอมูลมีลักษณะไมนิ่ง (Nonstationary) 
เราสามารถเขียนใหอยูในรูปของคณิตศาสตรไดดังตอไปนี้ 

กระบวนการเชิงสุม (Xt) จะถูกเรียกวา “นิ่ง” (Stationay) ถา 
Mean  :E(Xt) = constant = μ 
Vatiance :V(Xt) = constant = 2σ  
Covariance :cov(Xt , Xt+k) = E(Xt- μ)( Xt+k- μ) = kσ - μ 
เนื่องดวยขอมูลท่ีไดมาจากกระบวนการเชิงสุม(Random Process) เราจึงตองนําขอมูลนั้นมา

ทดสอบวามีความนิ่งหรือไม โดยใชการทดสอบ Unit Root ดังสมการตอไปนี้ 
                                      ttt XX ερ += −1                                                                     (3.1) 
สมมติฐานวาง              1:0 =ρH  

                                              1:  1 <ρH  
ถามีการยอมรับ H0 แสดงวาขอมูลมีลักษณะไมนิ่ง (Nonstationary) แตถาปฎิเสธ H0 แสดง

วาขอมูลมีลักษณะนิ่ง 
สําหรับการทดสอบแบบ Dickey-Fuller Test (DF) ซ่ึงถูกนําเสนอโดย Dickey และ Fuller 

ในป 1981เพื่อใหงายตอการทดสอบ Unit Root ของขอมูลอนุกรมเวลาวามีความนิ่งหรือไม ไดเสนอ
ใหθ  มีคาเทากับ ศูนย  โดยนํา Xt-1 ลบท้ังสองขางของสมการท่ี (3.1) ดังท่ีจะแสดงตอไปนี้ 
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ttttt XXXX ερ +−=− −−− 111  
  ( ) ttt XX ερ +−=Δ −11                       

                                                       ttt XX εθ +=Δ −1                                                  (3.2) 
ให สมมติฐานวาง H0: 0=θ  
             H1: 0<θ  

ถามีการยอมรับ H0 แสดงวาขอมูลมีลักษณะไมนิ่งแตถาปฎิเสธ H0 แสดงวาขอมูลมีลักษณะ
นิ่ง  และการทดสอบนี้ยังสามารถแปลงสมการไดดังตอไปนี้ คือ  
กรณีไมมีคาคงท่ีและแนวโนมเวลา   tttX εθ +=Δ −1                                                                (3.3)  
กรณีมีคาคงท่ี                                    ttt XX εθα ++=Δ −1                                                      (3.4) 
กรณีมีท้ังคาคงท่ีและแนวโนมเวลา  tttt XX εθβα +++=Δ −1                                              (3.5) 

ตอมาในป 1984 Said และ Dickey ไดนําเสนอวิธี Augmented Dickey-Fuller Test (ADF) 
เพิ่มจํานวนของ lagged difference terms เขาไปในสมการเพ่ือแกปญหา Serial Correlation       ดัง
สมการตอไปนี้ 

กรณีไมมีท้ังคาคงท่ีและแนวโนมเวลา tit
i

ttt XXX εφθ
ρ

+Δ+=Δ −
=

− ∑
1

1                                   (3.6) 

กรณีมีเฉพาะคาคงท่ี                             tit
i

itt XXX εφθα
ρ

+Δ++=Δ −
=

− ∑
1

1                            (3.7) 

กรณีมีท้ังคาคงท่ีและแนวโนมเวลา      tit
i

ittt XXX εφθβα
ρ

+Δ+++=Δ −
=

− ∑
1

1                   (3.8) 

ในการตรวจสอบวาขอมูลมีลักษณะนิ่งหรือไมนิ่งนั้นสามารถเปรียบเทียบคาสถิติ t ท่ี
คํานวณไดกับคาวิกฤติ (Critical Value) ในตาราง ADF 
  

3.1.3 แบบจําลอง Autoregressive Integrated Moving Average (ARIMA) 
  แบบจําลอง Autoregressive/Integrated/Moving Average(ARIMA) ไดมีการศึกษาโดย 

Grorge Box และ Gwilym Jenkins (1976) แต Wold (1938) ไดเปนผูใหพื้นฐานทางทฤษฎีของ
กระบวนการหรือระบบ ARIMA บนพื้นฐานของ Wold แบบจําลอง ARIMA ไดถูกพัฒนาข้ึนใน
สามทิศทาง ซ่ึงไดแก ข้ันตอบสนองการประมาณคาและการบงช้ีท่ีมีประสิทธิภาพ (efficient 
identification and estimation procedures) (สําหรับกระบวนการหรือระบบ AR,MA และ ARMA) 
การครอบคลุมไปถึงผลลัพธท่ีไดรวบรวมเอาอนุกรมเวลาเชิงฤดูกาล (seasonal time series) และ การ
ขยายขอบเขตไปเพ่ือรวมเอากระบวนการหรือระบบไมนิ่ง (nonstationary process (ARIMA)) เขาไว
ดวย (ทรงศักดิ์ ศรีบุญจิตต, 2547) 
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โดยท่ัวไปแลวขอมูลอนุกรมเวลาสวนใหญมีลักษณะไมนิ่ง(nonstationary) เนื่องจากขอมูล

อนุกรมเวลานั้นมาจากกระบวนการเชิงสุม (random process) แตดวยทฤษฎีของ AR และ MA 
หมายถึงขอมูลอนุกรมเวลาท่ีมีลักษณะน่ิง(stationary) ดังนั้นเม่ือขอมูลท่ีรวบรวมไดมีลักษณะไมนิ่ง
เราจึงตองทําการหาผลตาง(differencing) 

 
ความนิ่งและความไมนิ่ง (Stationarity and Nonstationarity) 
เคร่ืองมือทางดานสัญลักษณท่ีมีประโยชนมากก็คือ backward shift operator, B. หรือ lag 

operator, L.(ซ่ึงบางคร้ังเราก็อาจใชสัญลักษณ B หรือสัญลักษณ L สลับกันไปมาไดมีความหมาย
เหมือนกัน) ซ่ึงถูกนํามาใชดังนี้ 
                                    1tXtBX −=                                                            (3.9) 
ซ่ึงถา B อยูหนา tX  จะมีผลตอการ shift ขอมูลถอยหลังไปหนึ่งคาบเวลา และถาเรามี 
                                                                                                      2tXtX2B)tB(BX −==                                           (3.10) 
ซ่ึงหมายความวา tX ไดถูก shift ถอยหลังไปสองคาบเวลา 

     
ผลตางท่ีหนึ่ง (first difference) 

                                                                        1tXtX'
tX −−=                                                (3.11) 

ถาเราใช backward shift operator จะได  
                                                                        ( ) tXB1tBXtX'

tX −=−=                             (3.12) 
 
ผลตางอันดับท่ีสอง (second-order difference) 

                                                                      "
tX    

( ) ( )

( )
( ) tX2B1

tX2B2B1

2tX1t2XtX
2tX1tXt

1tXtX

'
1tX'

tX

−=

+−=

−+−−=
−−−−−−=

−−=

                (3.13) 

 

( )2B1−  คือ ผลตางอันดับท่ีสอง (second-order difference) 
2B1−   คือ ผลตางท่ีสอง (second difference) ซ่ึงไมเหมือนกัน 

( )
t

XB1 d−  คือ ผลตางอันดับท่ี d 
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กระบวนการหรือระบบอัตถดถอย (Autoregressive Processes) 

 กระบวนการหรือระบบ AR (p) ซ่ึงคือกระบวนการหรือระบบ AR ท่ีมีอันดับท่ี p เขียนใน
รูปของ  ARIMA(p,d,q) ไดดังนี้คือ 

ARIMA(p,o,o) ซ่ึงคือ 
 
 

t
eptXpφ...tXφtXφ'μtX +−++−+−+= 2211                                         (3.14) 

 
โดยท่ี 'μ  คือ พจนคงท่ีหรือคงตัว (constant term) 
           jφ  คือ พารามิเตอรอัตถดถอยตัวท่ี j 
           te  คือ พจนความคลาดเคล่ือน ณ เวลา t 

 
กระบวนการหรือระบบเฉล่ียเคล่ือน (Moving Average Processes) 

 กระบวนการหรือระบบ MA(q) ซ่ึงก็คือกระบวนการหรือระบบ MA ท่ีมีอันดับ q เขียนใน
รูปของ ARIMA(p,d,q) ไดดังนี้ คือ 

ARIMA(o,o,q) 

qteqθ...teθteθteμtX −−−−−−−−= 2211                                                (3.15) 

 
โดยท่ี 'μ  คือ พจนคงท่ีหรือคงตัว (constant term) 
           jφ  คือ พารามิเตอรอัตถดถอยตัวท่ี j 
           te  คือ พจนความคลาดเคล่ือน ณ เวลา t 
ดังนั้นการผสมกันระหวาง AR และ MA ในรูปของกระบวนการ หรือระบบ ARIMA 

สําหรับขอมูลท่ีมีลักษณะน่ิง(stationary) จะมีรูปแบบเปน ARIMA (p,0,q) สมมุติให AR(1) และ  
MA(1) เราสามารถเขียนในรูป ARIMA ไดคือ ARIMA (1,0,1) ดังจะแสดงในสมาการตอไปนี้ 
                                                           11 −− −++= tttttt eθeXθ'μX  

หรือ                            ( ) ( ) teBθ'μtXBθ 1111 −+=−  

 
AR(1) MA(1)
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แตถาขอมูลมีลักษณะไมนิ่ง (nonstationary) จะตองหาผลตาง (differencing) d คร้ัง เพื่อให
ขอมูลมีลักษณะนิ่ง ดังนี้ 

ARIMA  (1,1,1) 
 

( )( ) ( ) t
' eBθμXBφB t 1111 1 −+=−−  

 
หรือ                                     [ ] 11

2
1111 −−+=++− ttt eθe'μXBφ)φB(   

                                          ( ) 1121111 −−− −++−+= ttttt eθe'μXφXφX  
 
         -  แบบจําลองการพยากรณโดยวิธีของ Box-Jenkins 

การพยากรณอนุกรมเวลาโดยวิธีของ Box-Jenkins ในรูปแบบของ (p,d,q) ตอง
พิจารณากอนวาขอมูลอนุกรมเวลามีลักษณะนิ่ง แลวนําเขาสูข้ันตอนของ Box-Jenkins ดังนี้ 

1) การกําหนดรูปแบบ (Indentification) ใหกับอนุกรมเวลาท่ีมีความนิ่ง  
(stationary) เปนการหารูปแบบARIMA (p,d,q) ท่ีเหมาะสมใหกับอนุกรมเวลาโดยท่ี 
autocorrelation: Pk มีคาอยูในชวง [1,-1] โดยพิจารณาเปรียบเทียบคา autocorrelation (Rk) ของ
อนุกรมตัวอยางกับคา autocorrelation (Pk) ของอนุกรมเวลาของประชากรที่มีชวงเวลายอนหลังไป k 
หนวยเวลายอนหลังไป k หนวยเวลา ซ่ึงมีสูตร ดังนี้  ( )∑ == tt YantY  
โดยท่ี  q = จํานวนเวลาสุดทายท่ียอนหลัง 
  n = จํานวนขอมูล 
               t = ระยะเวลา 

Partial Autocorrelation : kkR คือ การวัดความสัมพันธของแตละชวงเวลา โดยมีชวงเวลาท่ี
ยอนหลังไป k หนวยเวลาโดยพิจารณาเปรียบเทียบคา Partial Autocorrelation ของอนุกรมเวลา
ตัวอยาง ( )kkR กับคา Partial Autocorrelation ของอนุกรมเวลาประชากร ( )kkP  ท่ีมีชวงเวลายอนหลัง
ไป k หนวยเวลา ซ่ึงมีสูตร ดังนี้ 

( )( )

( )∑

∑

−

−

−

−

−+−
= n

at
t

kn

at
ttt

k

qY

qkYqY
R

2
 

        First         
difference   AR(1)    MA(1) 
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                    การพิจารณาแตละรูปแบบ ตองพิจารณา Rk, Rkk กับ Pk, Pkk พรอมกันหลายๆคา จึงมัก
พิจารณาจากรูปท่ีเรียกวาคอเรลโลแกรม ท่ีไดจากการพล็อต Rk, Rkk กับ Pk, Pkk ในชวงเวลาท่ี k ดวย
เหตุนี้การเปรียบเทียบรูปแบบจึงเปนการเปรียบเทียบคอเรลโลแกรมของคา autocorrelation(Rk) ของ
อนุกรมตัวอยางกับคา autocorrelation(Pk)  ของอนุกรมเวลาของประชากร และคอเรลโลแกรมของ
คา Partial Autocorrelation ของอนุกรมเวลาตัวอยาง ( )kkR กับคา Partial Autocorrelation ของ
อนุกรมเวลาประชากร ( )kkP  สําหรับแตละรูปแบบจะมีคอเรลโลแกรมของ Pk และ Pkk ตางกัน 
                          2) การประมาณคาพารามิเตอร (Estimation) ของแบบจําลอง โดยการหา
คาประมาณแบบงายหรือคาประมาณท่ีไดจากการวิเคราะหตัวเลข สําหรับคาประมาณแบบงายจะทํา
โดยการสรางสมการท่ีไดมาจากความสัมพันธระหวาง Pk และพารามิเตอร โดยสมการท่ีสรางข้ึนจะ
มีจํานวนพารามิเตอรท่ีตองการประมาณ สวนคาประมาณท่ีไดจากการวิเคราะหตัวเลขจะไดจากการ
แกสมการท่ีสรางข้ึนจากวิธีกําลังสองนอยท่ีสุด ในข้ันตอนของการวิเคราะหตัวเลขจะตองมีการ
กําหนดคาประมาณเร่ิมตน ซ่ึงสวนใหญจะใชการประมาณแบบงายเปนจุดเร่ิม หลังวิเคราะหเสร็จ
แลวจะใชคาประมาณสุดทายท่ีนําไปใชประโยชนในการสรางสมการพยากรณ 
 3) การตรวจสอบแบบจําลอง (Diagnostic checking)  เม่ือกําหนดรูปแบบและ
ประมาณคาพารามิเตอรในแบบจําลอง จะตองทําการตรวจสอบทุกคร้ังวารูปแบบท่ีกําหนดนั้นมี
ความเหมาะสมจริงหรือไม โดยการตรวจสอบสามารถทําไดหลายวิธี ไดแก การพิจารณาคอเรลโล
แกรมของ Rk หรือของความคลาดเคล่ือน การทดสอบคาพารามิเตอรในแบบจําลองดวยการทดสอบ
แบบ t-test และการทดสอบความเหมาะสมของแบบจําลองโดยการทดสอบของ Box และ Pierce 
ซ่ึงพิจารณาจากคา Q-statistic ดังสมการนี้ 

2

1

^

k

m

k
nQ ∑

−

= ρ  

 
โดยท่ี n= จํานวนของขอมูล 
           m= คา lag length 
 ซ่ึงคา Q ท่ีไดมีการแจกแจงแบบ Chi-square และมี Degree of freedom เทากับ m โดย
ใหสมมติฐานวาง เปนพจนของความคลาดเคล่ือนท่ีไดจากการประมาณท่ีมีลักษณะเปน White 
noise หมายถึงแบบจําลองท่ีไมมีอัตตสหสัมพันธ ถาหากแบบจําลองท่ีไดไมมีอัตตสหสัมพันธใหใช
แบบจําลองน้ีไปพยากรณตอไป แตถาหากแบบจําลองมีอัตตสหสัมพันธใหกลับไปกําหนดรูปแบบ
ตามขอท่ี 1 ใหม 
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 4) การพยากรณ (Forecasting) เม่ือไดแบบจําลองท่ีเหมาะสม สามารถทําการพยากรณไดท้ัง
แบบจุด (Point forecast) และแบบชวง (Interval forecast) ซ่ึงในการพยากรณแบบชวงนั้นปกติจะมี
อยู 3 ชวงคือ ชวง Historical forecast, Ex-post forecast และชวง Ex-ante forecast 
 

3.1.4 แบบจําลอง Autoregressive Conditional Heteroskedastic (ARCH) 
       ในป 1982 Engle ไดแสดงแนวคิดถึงความเปนไปไดท่ีจะสรางแบบจําลองท่ีมีคาเฉล่ีย 

(Mean) และความแปรปรวน (Variance) ข้ึนพรอมกัน โดยในข้ันตอนแรกตองทําความเขาใจกอนวา
ทําไมถึงตองใชการพยากรณอยางมีเง่ือนไข  

             จากแบบจําลองอารีมา    tt εXaaX t ++= −110  และตองการพยากรณ 1X +t  
ดังนั้นเง่ือนไขเฉล่ียการพยากรณของ 1X +t  คือ 

                                              ttt XaaXE 101 +=+  
             ถาใชคาเฉล่ียอยางมีเ ง่ือนไขมาพยากรณ 1X +t  ฉะนั้นการพยากรณคาความ

แปรปรวนของความคลาดเคล่ือน คือ 
                                              ( )[ ] 22

1
2

101 σεEXaaXE ttttt ==−− ++  
อยางไรก็ตามถาการพยากรณอยางไมมีเง่ือนไขถูกนํามาใช ก็หมายถึงคาเฉล่ียของ { }tX  ใน

ระยะยาวเทากับ ( )1

0

1 a
a
−

 จะไดวาการพยากรณอยางไมมีเง่ือนไขของคาความแปรปรวนของความ

คลาดเคล่ือนคือ  
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จะเห็นวา 
( )211

1

a+
 ท่ีไดมีคามากวา 1 ซ่ึงหมายถึงการพยากรณอยางมีเง่ือนไข มีความ

แปรปรวนมากกวาการพยากรณอยางไมมีเง่ือนไข ดังนั้นการพยากรณอยางมีเง่ือนไขจึงถูกนํามาใช
ในการพยากรณมากวา 

โดยแบบจําลอง Autoregressive Conditional Heteroskedastic (ARCH) เกิดจากการใหขอ
สังเกตุวาคาความแปรปรวนของความคลาดเคล่ือน{ }tε ไมคงท่ี แตสามารถประมาณคาแนวโนม
ของการเคล่ือนท่ีของความแปรปรวนจากแบบจําลองอารีมาได ตัวอยางเชน ให { }tε  ท่ีไดจากการ
ประมาณคาของสวนเหลือ (Estimated Residauls) จากสมการ t110 εtXaaX t ++= −  ดังนั้นคา
ความแปรปรวนอยางมีเง่ือนไขของ 1X +t  คือ 
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                              ( ) ( )[ ]2
101t1 Xl ttt XaaXEXVar −−= ++  

                                                 2
1+= ttE ε  

จะไดวา 2
1+ttE ε  เทากบัคาความแปรปรวนท่ี )( 2σ คงท่ี แตถาสมมติใหคาความแปรปรวนอยางมี

เง่ือนไขไมคงท่ี วิธีการหนึ่งสําหรับท่ีจะนาํมาพยากรณคาความแปรปรวนอยางมีเง่ือนไข คือ 
 

การใชลําดับของ Autoregressive หรือ AR(q) โดยการยกกําลังสองของสวนเหลือท่ีถูก
ประมาณคา ดังนี้   

t
Vεαεααε qtqt-t ... ++++= −

22
110

2 ˆˆˆ  

เม่ือ tV  คือ White noise process 
ซ่ึงก็คือสมการของ Autoregressive Conditional Heteroskedastic (ARCH: AR(q)) นั้นเอง 

 
3.1.5 แบบจําลอง Generalized Autoregressive Conditional Heteroscedasticity (GARCH) 

   แบบจําลอง Generalized Autoregressive Conditional Herroscedasticity (GARCH) เปน
แบบจําลองท่ี Bollerslev (1986. อางถึงใน ทรงศักดิ์ ศรีบุญจิต, 2547) ไดขยายมาจาก ARCH model 
โดยเสนอแนวคิดท่ีวาการพยากรณคาความแปรปรวนอยางมีเง่ือนไขสามารถอธิบายจาก คาความ
แปรปรวนและคาความคลาดเคล่ือน ท่ีมีลักษณะ ARMA process พรอมกันได ตอไปนี้ 
                                                       tt εXaaX t ++= −110                             (3.16) 

                                                      2
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++=                            (3.17) 

จากสมการ (3.16) เปนสมการคาเฉล่ีย ( Mean Equation) ท่ีถูกกําหนดจากตัวแปรภายนอก
และคาความคลาดเคล่ือน tε  สวนสมการ (3.17) เปนสมการคาความแปรปรวนในคาบเวลาปจจุบัน 
ท่ีถูกกําหนดโดย 3 ฟงกชัน คือ 

-    คาคงท่ี 0α  
- เหตุการณท่ีสําคัญท่ีสงผลตอความคลาดเคล่ือนในคาบเวลาท่ีผานมา โดยถูก   
กําหนดใหอยูในรูป กําลังสองของสวนเหลือจากสมการคาเฉล่ีย 2

itεE −  ซ่ึงก็คือ   
ARCH term  นั่นเอง 
-  คาพยากรณความแปรปรวนในคาบเวลาท่ีผานมา 2

it−σ  ซ่ึงก็คือ GARCH term     
นั่นเอง 

ดังนั้นจากสมการ (3.17) จึงถูกเรียกวา Generalized Autoregressive Conditional 
Heteroscedasticity :GARCH (p,q) ซ่ึงไดเปดโอกาสใหมีสวนประกอบท่ีเปน Autoregressive 
Moving Average ในความแปรปรวนท่ีมีลักษณะ Hetoroscedastic Variance จะเห็นไดวา ถา p=0 
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และ q=1 เราก็จะไดแบบจําลอง GARCH(0,1) ซ่ึงก็คือ ARCH(1) หรือ ARCH(q=1) นั่นเอง โดย
สรุปวาถา iβ  ทุกตัวมีคาเทากับศูนย แบบจําลอง GARCH ก็คือ ARCH(q) นั่นเอง 
 

3.1.6 แบบจําลอง Generalized Autoregressive Conditional Heteroskedastic in Mean 
(GARCH-M) 

    Engle (1987. อางถึงใน จิตติ ตันเสนีย, 2549) ไดทําการขยายแนวคิดนี้โดยใหคาเฉล่ีย
อยางมีเง่ือนไขเปนฟงกชันของความแปรปรวนอยางมีเง่ือนไขโดยรูจักในช่ือของ GARCH-in-Mean 
หรืGARCH-M  ดังสมการตอไปนี้ 
 

                                                    tt110t εδX 2
1

+++= − σαα tX                                          (3.18)                      
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++=t                                         (3.19) 

ซ่ึงสมการ (3.18) ถูกเรียกวา Generalized Autoregressive Conditional Heteroscedasticity  
in Mean เนื่องจากคาความแปรปรวนท่ีไดถูกนําไปใสในสมการคาเฉล่ีย หรือ สมการ (3.18) เพื่อ
การประมาณคาของตัวแปรท่ีถูกศึกษา  
 
3.2 วิธีการวิจัย 
         
        3.2.1 วิธีการศึกษาดวยแบบจําลองนิวรอลเน็ตเวิรค 

   การศึกษาดวยแบบจําลองนิวรอลเน็ตเวิรคประกอบไปดวยการทดลอง 3 การทดลอง ดังนี้ 
                1) การทดลองเบ้ืองตนดวย Hidden Layer จํานวน 1 ช้ัน ดวยวิธี Arbitrary 
               2) การทดลองปรับเปล่ียนจํานวนนิวรอลช้ันซอนเรนดวยวิธี  Quadratic Interpolation 
               3) การทดลองปรับเปล่ียนจํานวนขอมูลนําเขาดวยวิธี Quadratic Interpolation  
                 
 
                 รายละเอียดของแตละการทดลอง มีดังนี ้

1) การทดลองเบื้องตนดวย Hidden Layer จํานวน 1 ชั้น ดวยวิธี Arbitrary 
ข้ันท่ี1 แบงขอมูลท่ีมีอยูออกเปน 3 ชวง คือ Training 467 ขอมูล, Validation 50  

ขอมูล และ Testing 50 ขอมูล 
ข้ันท่ี 2 จัดเรียงขอมูลนําเขา เพื่อกําหนด input 10 ตัว 
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  ข้ันท่ี 3 หาจํานวนรอบการเรียนรู (Epochs) โดยกําหนด ใหมีคาเทากับ 100 200 
300 400 500 600 700 800 900 และ 1000 รอบ และหาจํานวนนวิรอลในช้ัน Hidden Layer โดย
กําหนดใหมีคาเทากับ 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 และ 95  โดยเลือกคา
การเรียนรู (Epochs) และจํานวนนิวรอลที่เหมาะสมจากการพิจารณาคา Mean Standard Error 
(MSE) ซ่ึงมีสูตรดังนี ้

   ∑
=

−=
n

i
ii ty

n
MSE

1

2)(1  

   
โดยท่ี  =iy  คาพยากรณ 
            =it  คาจริง 
           n   = จํานวนขอมูลท่ีใชในการพยากรณ 
 

  ข้ันท่ี 4 เม่ือไดคา MSE ท่ีตํ่าท่ีสุดของจํานวนรอบการเรียนรู (Epochs) และจํานวน
นิวรอลในช้ัน Hidden Layer แลว นําคาจํานวนรอบการเรียนรูและจํานวนนิวรอลท่ีเหมาะสมไป
พยากรณราคาน้ํามันดิบเบรนทขางหนาทีละวัน จํานวน 50 วัน แลวเปรียบเทียบกับคาจริง 

 ข้ันท่ี 5 นําผลการพยากรณท่ีไดไปคํานวณคา Mean Absolute Percentage Error 
(MAPE) ดังสูตรการคํานวณดังนี้  
    

                                         ∑
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=
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i
iAPE

n
MAPE

1

1  

   100×
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i

ii
i t

yt
APE  

โดยท่ี  =it  คาจริง 
                          =iy  คาพยากรณ 

 
                             ข้ันท่ี 6 หาจํานวนรอบการเรียนรู (Epochs) โดยกําหนด ใหมีคาเทากับ 100 200 
300 400 500 600 700 800 900 และ 1000 รอบ และหาจํานวนนวิรอลในช้ัน Hidden Layer โดย
กําหนดใหมีคาเทากับ 100 200 300 400 500 600 700 800 900 และ 1000โดยเลือกคาการเรียนรู 
(Epochs) และจํานวนนวิรอลท่ีเหมาะสมจากการพิจารณาคา Mean Standard Error (MSE) ซ่ึงมีสูตร
ดังนี ้
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∑
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2)(1  

โดยท่ี  =iy  คาพยากรณ 
            =it  คาจริง 
           n    = จํานวนขอมูลท่ีใชในการพยากรณ 

แลวทําซํ้าข้ันท่ี 4 และข้ันท่ี 5 
 

2) การทดลองปรับเปล่ียนจํานวนนิวรอลชั้นซอนเรนดวยวิธี  Quadratic  
Interpolation 

ข้ันท่ี 1 กําหนดจํานวนขอมูลนําเขาใหเทากับ 10  
ข้ันท่ี 2 ทําการหาจํานวนนิวรอลในช้ันซอนเรนดวยวิธี Quadratic Interpolation 

โดยกําหนดใหจํานวนนิวรอลในช้ันซอนเรน ท่ีสองมีคาเทากับ 70 75 และ 80  
ข้ันท่ี 3 เลือกจํานวนนิวรอลในช้ันซอนเรน ท่ีใหคา MSE ท่ีตํ่าท่ีสุด เพื่อใชในการ

คํานวณ Quadratic Interpolation ในข้ันตอไป จนกวาจะไดคา MSE ของจํานวนนิวรอลในช้ัน 
Hidden Layer ท่ีมีคา MSE ตํ่าท่ีสุด 

ข้ันท่ี4 ทําการหาจํานวนนิวรอลในช้ันซอนเรน ดวยวิธี Quadratic Interpolation 
โดยกําหนดใหจํานวนนิวรอลในช้ันซอนเรน ท่ีสองมีคาเทากับ 373 379 และ383 และทําซํ้าใน     
ข้ันท่ี 3 
 

3) การทดลองปรับเปล่ียนจํานวนขอมูลนําเขาดวยวิธี Quadratic Interpolation  
ข้ันท่ี 1 เม่ือไดจํานวนนิวรอลในช้ันซอนเรนท่ีเหมาะสมแลว ใหทําการหาจํานวน

ขอมูลนําเขาดวยวิธี Quadratic Interpolation โดยการกําหนดใหจํานวนขอมูลนําเขา 10 20 
30 40 และ 50 ท่ีใหคา MSE ท่ีตํ่าท่ีสุด เพื่อใชในการคํานวณ Quadratic Interpolation ในข้ัน
ตอไป จนกวาจะไดคา MSE ของจํานวนนิวรอลในช้ัน Hidden Layer ท่ีมีคา MSE ตํ่าท่ีสุด 

ข้ันท่ี 2 เม่ือไดจํานวนนิวรอลในช้ันซอนเรน และจํานวนขอมูลนําเขาท่ีเหมาะสม
ท่ีสุดแลว นําไปพยากรณราคาน้ํามันดิบเบรนทไปขางหนาทีละวัน จํานวน 50 วัน ทําการ
เปรียบเทียบกับคาจริง เพื่อคํานวณหาคา MAPE 
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3.2.2 การศึกษาดวยแบบจําลองอารีมา 
 ไดทําการแบงขอมูลอนุกรมเวลาของราคานํ้ามันดิบเบรนทออกเปน 2 ชุด คือ ชุดสําหรับ

นําไปสรางแบบจําลอง และชุดคาจริงสําหรับการทดสอบความแมนยําในการพยากรณ  จากนั้นจึง
นําขอมูลท่ีไดทําเขาสูกระบวนการศึกษาแบบจําลองอารีมา ตอไปดังนี้ 

 
1) การทดสอบความนิ่ง (Stationary) ของขอมูลอนุกรมเวลา ดวยวิธี Unit Root Test 

วาขอมูลอนุกรมเวลาของราคาน้ํามันดิบเบรนทมีลักษณะนิ่งหรือไม ถาขอมูลมีลักษณะไมนิ่ง 
(Nonstationary) ใหทําการหาผลตางลําดับท่ี 1 (First Difference) ของขอมูล แลวทําการทดสอบ 
Unit Root อีกคร้ังวาผลตางลําดับท่ี 1 มีลักษณะน่ิงหรือไมถา ไมนิ่งใหหาผลตางลําดับท่ี 2 (Second 
Difference) ไปเร่ือยๆจนกวาขอมูลจะมีลักษณะนิ่ง จึงนําไปคํานวณตอไป 

2) การกําหนดแบบจําลอง โดยการพิจารณาจาก Correlogram จากคา ACF และ PACF  
เพื่อท่ีจะระบุวาแบบจําลองควรมี Autoregressive (p) และ Moving Average (q) เทาใด  

3) การประมาณคาแบบจําลอง เปนการนําเอารูปแบบ ARIMA(p,d,q) จากแบบจําลอง
ท่ีพิจารณาจากคา ACF และ PACF มาประมาณคาพารามิเตอร ประกอบการพิจารณาความมี
นัยสําคัญทางสถิติดวยคา t-statistic  โดย การสรางหลายๆแบบจําลอง แลวทําโดยการพิจารณาคา 
Akaike Information Criterion (AIC) และ Schwarz Criterion (SIC) ท่ีมีคาตํ่าท่ีสุด 

4) การตรวจสอบความถูกตองของแบบจําลองวามีความถูกตองสามารถนํา
แบบจําลองไปพยากรณไดหรือไม จากการพิจารณาคา Q-statistic หลังจากนั้นนําแบบจําลองท่ีผาน
การพิจารณาคา Q-statistic ทําการพยากรณชวง Ex-ante Forecast ทีละวันจํานวน 50 วัน 
เปรียบเทียบกับคาจริงเพื่อคํานวณหาคา MAPE 
 

3.2.3 การศึกษาดวยแบบจําลองการชเอ็ม 
                    หลังจากท่ีทดสอบความเปนนิ่งของขอมูลอนุกรมเวลาของราคาน้ํามันดิบเบรนท จึงได
เขาสูข้ันตอนการหาแบบจําลองการชเอ็ม 

1) กําหนดแบบจําลองการชเอ็มโดยพิจารณาจาก Correlogram เพื่อกําหนดระบุคา
ความแปรปรวนอยางมีเง่ือนไข (q) และคาความคลาดเคล่ือนกําลังสอง (p) 

2) การประมาณคาแบบจําลอง เปนการนําเอารูปแบบ GARCH-M (p,q) จาก
แบบจําลองท่ีพิจารณาจากคา ACF และ PACF มาประมาณคาพารามิเตอร ประกอบการพิจารณา
ความมีนัยสําคัญทางสถิติดวยคา t-statistic  โดย การสรางหลายๆแบบจําลอง แลวทําการพิจารณาคา 
Akaike Information Criterion (AIC) และ Schwarz Criterion (SIC) ท่ีมีคาตํ่าท่ีสุด 



 
 
 

 

37 

3) การตรวจสอบความถูกตองของแบบจําลองวามีความถูกตองสามารถนํา
แบบจําลองไปพยากรณไดหรือไม จากการพิจารณาคา Q-statistic หลังจากนั้นนําแบบจําลองท่ีผาน
การพิจารณาคา Q-statistic ทําการพยากรณชวง Ex-ante Forecast ทีละวันจํานวน 50 วัน 
เปรียบเทียบกับคาจริงเพื่อคํานวณหาคา MAPE 
                  หลังจากการหารูปแบบท่ีเหมาะสมของแตละแบบจําลองแลวทําการพยากรณ
เปรียบเทียบกับคาจริงแลว ตอมาจึงไดทําการเปรียบเทียบความแมนยําของแบบจําลองแตละ
แบบจําลอง โดยพิจารณาคา MAPE ท่ีมีคาตํ่าท่ีสุด ดังสมการตอไปนี้  
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     เม่ือ t คือ คาท่ีเกิดข้ึนจริง 

                       y คือ คาท่ีไดจากการพยากรณ 
                          n  คือ จํานนวนวันท่ีพยากรณ 
 


